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RESUMO

Análise de Regressão Baseado em Aprendizado de Máquina para a Caracterização

da Severidade de Falhas em Motores Diesel

Os motores Diesel utilizados em ambientes industriais e navios estão expostos
a condições agressivas, o que os torna ainda mais propensos a falhas. Como esses
equipamentos são a principal fonte de energia de um navio, o custo de manutenção dos
motores diesel pode representar entre 10% a 20% do valor total da embarcação. Portanto,
é vital ter um sistema de identificação de falhas que permita realizar a manutenção de
maneira eficiente e a tempo hábil, evitando dano à produção, aos trabalhadores e ao navio
em si. A complexidade e a sensibilidade das máquinas diesel exigem uma abordagem
meticulosa para a detecção precoce de falhas, a fim de evitar interrupções não planejadas
e reduzir custos de manutenção. A simulação oferece um ambiente controlado para
gerar conjuntos de dados diversificados, abrangendo várias condições operacionais e
cenários de falhas, o que seria difı́cil de reproduzir em ambientes reais. Além disso,
permite capturar detalhadamente o comportamento do sistema, fornecendo uma base
sólida para a análise das caracterı́sticas e padrões associados às falhas. Este estudo visa
identificar as seguintes falhas, bem como a sua severidade em motores diesel: operação
normal, redução de pressão no coletor de admissão, redução da taxa de compressão
nos cilindros e redução da quantidade de combustı́vel injetado nos cilindros, para auxiliar
a manutenção preditiva. Para isso, foi desenvolvido um modelo de simulação de falhas
baseado em uma análise das variações de pressão no interior dos cilindros e da resposta
de vibração torcional da árvore de manivelas. Uma base de dados foi construı́da através
da criação e validação de um gêmeo digital de um motor diesel de 6 cilindros, com a
emulação de 3500 cenários distintos de falha, nomeada como 3500-DEFault e disponibili-
zada publicamente para a comunidade cientı́fica. Foi utilizada a transformada discreta
de Fourier a partir dos parâmetros operacionais de pressão, temperatura e vibração,
para estimar amplitude, meias ordens e fase dos sinais de vibração torcional, bem como
os parâmetros estatı́sticos média amostral e valor máximo dos sinais de pressão, vi-
sando extrair caracterı́sticas que serviram de entrada para as técnicas de aprendizado
de máquina: Perceptron Multicamada (MLP), Random Forest (RF), Máquina de Vetores
de Suporte (SVM) e Modelos de Regressão de Processo Gaussiano (GPRM). Esses
métodos ajudaram a discriminar a condição operativa da máquina e a severidade da falha
associada. O melhor desempenho de ajuste do grau de severidade associado à falha foi
obtido com o regressor GPRM, com o valor da raiz do erro quadrático médio (RMSE) de
0,015 � 0,001%.

Palavras-chave: Aprendizado de máquina; Identificação de falhas; Análise de vibração;
Parâmetros operacionais



ABSTRACT

Regression Analysis Based on Machine Learning for the Characterization of

Severity of Failures in Diesel Engines

Diesel engines used in industrial environments and ships are exposed to harsh
conditions, making them even more prone to failures. As these equipment are the main
source of energy for a ship, the maintenance cost of diesel engines can represent between
10% to 20% of the total value of the vessel. Therefore, it is vital to have a fault identification
system that allows maintenance to be carried out efficiently and in a timely manner, avoi-
ding damage to production, workers, and the ship itself. The complexity and sensitivity of
diesel engines require a meticulous approach for early fault detection to prevent unplanned
downtimes and reduce maintenance costs. Simulation provides a controlled environment
to generate diverse datasets, covering various operational conditions and fault scenarios,
which would be difficult to reproduce in real environments. Moreover, it allows for detailed
capture of the system behavior, providing a solid basis for analyzing the characteristics
and patterns associated with faults. This study aims to identify the following faults, as
well as their severity, in diesel engines: normal operation, reduced pressure in the intake
manifold, reduced compression rate in the cylinders, and reduced amount of fuel injected
into the cylinders, to improve predictive maintenance. To achieve this, a fault simulation
model was developed based on an analysis of pressure variations inside the cylinders
and the torsional vibration response of the crankshaft. A database was built through the
creation and validation of a digital twin of a 6-cylinder diesel engine, with the emulation
of 3500 distinct fault scenarios, named 3500-DEFault. This fault signal database was
made publicly available to the scientific community. The discrete Fourier transform was
used based on the operational parameters of pressure, temperature, and vibration to
estimate amplitude, half orders, and phase of the torsional vibration signals, as well as
the statistical parameters of sample mean and maximum value of the pressure signals,
aiming to extract features that served as input for machine learning techniques: Multilayer
Perceptron (MLP), Random Forests (RF), Support Vector Machine (SVM), and Gaussian
Process Regression Models (GPRM). These methods helped discriminate the operational
condition of the machine and the severity of the associated fault. The best performance in
adjusting the degree of severity associated with the fault was obtained with the GPRM
regressor, with a root mean square error (RMSE) value of 0.015 � 0.001%.

Keywords: Machine learning; Fault identification; Vibration analysis; Operational pa-
rameters
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Figura 11 – Variação dos parâmetros operativos do motor Diesel, para falha

da queda porcentual da pressão no coletor de admissão, para

diferentes n�́veis de severidade e para a velocidade de rotação
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3.7 Extração de caracter�́sticas 75

3.8 Subconjuntos de caracter�́sticas 77

3.8.1 Estimativa da pressão máxima nos cilindros 77
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5.2.1 Resultados de classi�caç ão usando 60 dB SNR AWGN 100
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Introduç ão

Nos últimos cinquenta anos, o uso de motores Diesel tem se expandido para

aplicações em áreas como indústria, agricultura, construção e transporte rodoviário

(Mathur et al., 2022). Motores Diesel são amplamente utilizados em ambientes industriais

devido �a sua robustez e capacidade de atender a altos valores de torque. Por isso, é

fundamental adotar uma programação de manutenção efetiva para evitar paradas não

planejadas (Xin, 2011a). Ao escolher um motor Diesel para uma aplicação, três atributos

precisam ser considerados: custo, desempenho e vida útil (Bui et al., 2022), além de um

bom plano de manutenção, é essencial implementar práticas adequadas de operação e

monitoramento cont�́nuo para garantir uma vida útil prolongada.

A tecnologia de automação e instrumentação também avançou, resultando em

dispositivos de monitoramento e�cientes e inteligentes. Isso permitiu a aplica ção de

técnicas de manutenção preditiva, permitindo que as paradas de produção sejam planeja-

das. O planejamento adequado do estoque de peças de reposição é crucial para realizar

a manutenção planejadamente (Chow, 2000).

Um sistema de prognóstico de equipamentos é fundamental para monitorar sua

condição e determinar a vida útil restante, resultando em uma redução nos custos de

produção na indústria do petróleo (Zhang and Hu, 2013).

Na análise de diagnóstico de motores Diesel, é estimada a presença de defeitos na

máquina, os métodos intrusivos e não intrusivos são amplamente utilizados. Os métodos

intrusivos envolvem a intervenção direta no motor, como a análise de óleo, inspeção visual

e medição de compressão, sendo mais precisos, porém mais demorados e custosos,

além de requererem a parada do motor (Bartoń, 2018).

Já os métodos não intrusivos utilizam sensores e técnicas de monitoramento

remoto, como análise de vibração, termogra�a, monitoramento ac ústico e análise de

gases de exaustão, permitindo o monitoramento cont�́nuo durante a operação do motor.

Embora menos detalhados, os métodos não intrusivos são menos invasivos e permitem

a detecção precoce de falhas sem interromper o funcionamento do motor. A escolha

do método depende das necessidades espec�́�cas do diagn óstico e das condições

operacionais do motor Diesel (Akpinar and Yumusak, 2016).
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Neste contexto, a análise de vibração é uma técnica amplamente utilizada, pois

os sensores são fáceis de instalar e produzem resultados con� áveis na identi�ca ção de

falhas (Xi et al., 2018).

Os motores Diesel são conhecidos por sua alta durabilidade operacional, potência

e e�ci ência, mas a complexidade em identi�car falhas com precis ão é uma desvantagem

signi�cativa. Este trabalho visa aprimorar o m étodo descrito por (Gutiérrez, 2016), por

meio do uso de técnicas de aprendizado de máquina, utilizando classi�cadores e regres-

sores baseados em Perceptron multicamada (MLP), Random Forest (RF), Máquinas de

Vetores de Suporte (SVM) e Modelos de Regressão de Processo Gaussiano (GPRM).

Este estudo apresenta uma análise baseada em aprendizado de máquina para

caracterizar a severidade e as classes de falhas em motores Diesel, incluindo: operação

normal, redução de pressão no coletor de admissão, redução da razão de compressão

nos cilindros e redução da quantidade de combust�́vel injetado nos cilindros.

As técnicas adotadas irão prever a severidade das falhas com base em dados

de entrada, como temperatura, pressão e vibração torcional. O objetivo é fornecer uma

ferramenta precisa e con� ável para a detecção precoce e diagnóstico de falhas, visando

maximizar a disponibilidade e a e�ci ência dos motores Diesel.

Principais contribuiç ões

É fundamental ter um sistema que realize o prognóstico do equipamento para

permitir o monitoramento das condições e informar sobre o estado operativo da máquina,

detectando a iminência de uma falha e avaliando se esta poderá causar uma parada de

funcionamento.

Dessa forma, esta pesquisa propõe o uso de inteligência arti�cial nos m étodos

de regressão, baseados nos regressores MLP, RF, SVM e GPRM, e nos métodos de

classi�ca ção, baseados nos classi�cadores MLP e RF, para estimar falhas em motores Di-

esel, utilizando sinais de vibração, pressão e temperatura como entrada. As contribuições

deste trabalho podem ser resumidas da seguinte maneira:

• Uma base de dados de falhas, que emula falhas de um motor Diesel através de um

gêmeo digital de seis cilindros, foi constru�́da e disponibilizada publicamente para a
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comunidade cient�́�ca e dispon �́vel em (Pestana-Viana, 2021);

• Uma aplicação real de um algoritmo inteligente para fornecer o diagnóstico em

motores Diesel, permitindo o monitoramento da condição operacional, bem como a

identi�caç ão de falhas e sua severidade associada.

A utilização de procedimentos de simulação para a criação de bases de dados

destinadas ao treinamento de algoritmos de inteligência arti�cial voltados �a identi�ca ção

de falhas em máquinas diesel é um aspecto crucial e inovador no campo da manutenção

preditiva (Li et al., 2020).

A utilização de simulações proporciona a criação de conjuntos de dados balan-

ceados, com exemplos tanto de condições normais quanto de falhas, essenciais para o

treinamento de algoritmos capazes de identi�car padr ões sutis e complexos. Portanto,

a integração de procedimentos de simulação com algoritmos de inteligência arti�cial

representa uma abordagem promissora para melhorar a e�ci ência e a con�abilidade dos

sistemas de manutenção condicional em máquinas diesel, contribuindo signi�cativamente

para a otimização dos processos industriais e a redução de custos operacionais.

As simulações baseadas em gêmeos digitais desempenham um papel crucial no

contexto da simulação de motor Diesel (Li et al., 2020). Os gêmeos digitais são réplicas

virtuais de sistemas f�́sicos, como motores, que permitem simular seu comportamento em

condições variadas (Lee et al., 2020).

No caso espec�́�co de motores Diesel, os g êmeos digitais podem ser usados

para prever o desempenho do motor, identi�car poss �́veis falhas e otimizar estratégias de

manutenção (Feng et al., 2020). Ao integrar gêmeos digitais em sistemas de manutenção

condicional, é poss�́vel monitorar continuamente o estado do motor, detectar anomalias

e antecipar falhas iminentes, contribuindo para a redução de custos operacionais e o

aumento da e�ci ência do sistema (Lee et al., 2020).

A combinação de arquiteturas modulares com simulações baseadas em gêmeos

digitais representa uma abordagem poderosa para o desenvolvimento de sistemas de

manutenção preditiva em uma variedade de aplicações industriais.
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Organizaç ão do trabalho

Esta tese está estruturada da seguinte maneira:

• O Cap�́tulo 1 apresenta a revisão bibliográ�ca;

• O Cap�́tulo 2 apresenta os conceitos fundamentais do modelo termodinâmico e

também descreve a base matemática do modelo dinâmico torcional da árvore de

manivelas;

• No Cap�́tulo 3 é realizada a validação do modelo e a simulação de falha;

• No Cap�́tulo 4 é descrita a organização do programa DEFault;

• Os resultados e as análises são apresentados no Cap�́tulo 5.
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1- Revis ão bibliogr á�ca

O estado da arte nas técnicas preditivas de diagnóstico de severidade de falhas

em motores Diesel têm avançado consideravelmente nos últimos anos, impulsionado pelo

desenvolvimento de métodos cada vez mais so�sticados e pela integra ção de tecnologias

emergentes. Dentre as quatro principais abordagens utilizadas, destacam-se:

1. Modelagem termodin âmica avan çada: Pesquisadores têm desenvolvido modelos

termodinâmicos complexos que consideram parâmetros como temperatura, pressão,

transferência de calor e caracter�́sticas do combust�́vel. Esses modelos são cali-

brados e validados com medições reais, seja em escala reduzida ou protótipos,

utilizando simulações computacionais detalhadas. A escolha do método depende

dos recursos e objetivos do estudo, com modelos em escala reduzida sendo mais

econômicos e manejáveis, enquanto protótipos em tamanho real oferecem validação

mais precisa. Esses processos permitem prever com precisão o comportamento do

motor, identi�car poss �́veis falhas e avaliar seu impacto na e�ci ência e desempenho.

2. Análise de vibra ção: A análise de vibração tem se mostrado uma ferramenta

poderosa para a detecção precoce de falhas em motores Diesel. Utilizando ace-

lerômetros e outros sensores de vibração, é poss�́vel monitorar as oscilações do

motor em tempo real e identi�car padr ões anômalos que possam indicar a presença

de defeitos, como desgaste de componentes, desalinhamento ou folgas excessivas.

3. Aprendizado de m áquina : O uso de técnicas de aprendizado de máquina, como

redes neurais arti�ciais e algoritmos de classi�ca ção, tem se tornado cada vez

mais comum para o diagnóstico de severidade de falhas em motores Diesel. Esses

métodos são capazes de processar grandes volumes de dados e identi�car padr ões

complexos, permitindo uma análise mais precisa e rápida das condições do motor e

a previsão da gravidade das falhas.

4. Simula ção de falhas e testes em bancada : O desenvolvimento de simuladores de

falhas e a realização de testes em bancada têm sido fundamentais para o estudo

do comportamento de motores Diesel sob diferentes condições de operação e a
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avaliação da severidade de falhas. Essas técnicas permitem reproduzir cenários

espec�́�cos de defeitos e analisar seu impacto no desempenho do motor, orientando

o desenvolvimento de estratégias de manutenção preditiva mais e�cazes.

Os estudos abordados demonstram uma variedade de técnicas para a detecção

e simulação de falhas em motores Diesel, destacando a importância crescente da

manutenção preditiva para garantir a operação con� ável desses equipamentos em dife-

rentes cenários. Desde a proposição de modelos termodinâmicos complexos até o uso

de técnicas avançadas de análise de sinais, como transformada rápida de Fourier e redes

neurais arti�ciais, os pesquisadores t êm explorado uma gama diversi�cada de m étodos

para identi�car e prevenir falhas nos motores.

A análise de vibração surge como uma ferramenta poderosa para detectar sinais

subtis que indicam poss�́veis problemas nos componentes do motor. Paralelamente, o

desenvolvimento de simuladores de falhas tem permitido aos pesquisadores reproduzir

cenários espec�́�cos de defeitos. Isso facilita a an álise do impacto dessas falhas no

desempenho do motor e orienta a implementação de estratégias de manutenção mais

e�cazes. Esses avan ços representam uma contribuição signi�cativa para a engenharia

de manutenção, proporcionando novas perspectivas para o diagnóstico precoce e a

mitigação de falhas em motores Diesel. Tais melhorias prometem benef�́cios substanciais

em termos de segurança operacional, e�ci ência e custos de manutenção.

A Tabela 1 apresenta um resumo das principais contribuições de estudos relaci-

onados �a detecção de falhas em motores Diesel, com foco em motores mar�́timos e de

alta potência. Os estudos abordam diferentes aspectos, desde o desenvolvimento de

metodologias de diagnóstico baseadas em modelos termodinâmicos até a utilização de

sinais de vibração para identi�car falhas espec �́�cas nos cilindros. Destaca-se a aplica ção

de técnicas avançadas de análise de sinais, como a transformada rápida de Fourier e a

análise de séries temporais, para prever falhas de combustão com precisão. Além disso,

alguns estudos exploram a utilização de algoritmos de aprendizado de máquina para a

classi�ca ção automática de falhas. Essas pesquisas fornecem uma base sólida para o

desenvolvimento de sistemas de manutenção preditiva mais e�cazes, visando aumentar

a con�abilidade e a seguran ça dos motores Diesel em diferentes aplicações industriais e

navais. A tabela oferece uma visão geral desses estudos, facilitando a identi�ca ção das

principais contribuições e áreas de pesquisa em andamento nesta área.
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Tabela 1 – Principais contribuições na detecção de falhas em motores Diesel.

Refer ência Introduç ão Objetivo Metodologia Conclus ão
(Charles et al.,
2009)

Análise de
vibração torcional
em motores de
alta potência

Prever falhas de
combustão nos
cilindros

Transformada
Rápida de Fou-
rier, Análise de
Séries Temporais

Identi�ca ção
e�caz de fa-
lhas

(Hountalas,
2000)

Estudo de defei-
tos em motor Di-
esel mar�́timo

Diagnosticar e deter-
minar severidade de
falhas

Modelo termo-
dinâmico de duas
zonas, Métodos
dos M�́nimos
Quadrados

Método
con� ável para
diagnóstico

(Hountalas
and Koureme-
nos, 1999)

Investigação de
agentes causado-
res de redução de
pressão

Monitorar pressão
nos cilindros

Testes em motor
de compressão
variável

Monitoramento
crucial para
diagnóstico

(Klinchaeam
et al., 2009)

Detecção de fa-
lhas em motor de
ignição por fa�́sca

Analisar sinais de
vibração

Análise temporal,
Comparação com
referência

Metodologia
não intrusiva
e�caz

(Pestana-
Viana et al.,
2018)

Diagnóstico de fa-
lhas em motores
Diesel

Utilização de res-
posta de vibração
e variações de
pressão

Simulações, Algo-
ritmos de Aprendi-
zado de Máquina

Precisão de
99,3% com
Random Fo-
rest

(Rubio et al.,
2018)

Simulador de fa-
lhas em motores
Diesel mar�́timos

Reprodução de fa-
lhas termodinâmicas

Modelo zero-
dimensional
ajustado

Testes con-
trolados sem
interrupção

(Xi et al., 2018) Estudo de falhas
em motor Diesel
de quatro cilin-
dros

Medição de sinais de
vibração

Análise de
componentes
independentes,
Rede Neural
Arti�cial

Precisão de
93,33% na
classi�ca ção
de falhas
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No artigo de (Charles et al., 2009), o sinal instantâneo de onda de velocidade

angular foi usado para analisar a vibração torcional de motores de combustão interna

de alta potência, a �m de prever falhas de combust ão nos cilindros, uma vez que para

esses tipos de motores a velocidade da árvore de manivelas é instável devido �a ordem de

ignição dos cilindros. O sensor usado nesses testes era um tipo de captador magnético

instalado no volante do motor com 16 cilindros. Para prever as falhas, foram utilizadas

as técnicas de Transformada Rápida de Fourier e Análise de Séries Temporais, ambas

alcançando bons resultados na identi�ca ção de falhas de combustão nos cilindros do

motor.

No trabalho de (Hountalas, 2000), foram estudados defeitos que ocorrem durante

o uso de um motor Diesel mar�́timo de dois tempos com seis cilindros dispostos em linha.

O objetivo era desenvolver uma metodologia capaz de diagnosticar a fonte de uma falha

do motor e determinar a severidade dela. Foi proposto um modelo termodinâmico de

duas zonas, este modelo incorpora aspectos como admissão e exaustão, transferência

de calor através das paredes dos cilindros, e o comportamento do jato de combust�́vel.

Após calibração do modelo, diversas simulações foram realizadas considerando defeitos

nos componentes do sistema: falha do bico, atraso no ângulo de injeção e defeito de

compressão, com a restrição de que os defeitos ocorressem simultaneamente em todos

os cilindros. O método dos m�́nimos quadrados foi utilizado para o diagnóstico de falhas

e resultado indicou que o modelo de previsão de falhas é con� ável para operações

em motores Diesel mar�́timos, visando evitar falhas súbitas que possam interromper o

funcionamento do motor.

No artigo escrito por (Hountalas and Kouremenos, 1999), foram realizados expe-

rimentos para investigar agentes causadores de redução de pressão nos cilindros de

um motor Diesel. Três casos foram considerados: mudança na razão decompressão,

variação de pressão no coletor de admissão e mudança no �uxo de g ás. Os testes foram

conduzidos em um motor de compressão variável com um único cilindro, monitorando a

pressão ao longo de diferentes ângulos da árvore de manivelas. Os resultados mostra-

ram que alterações na pressão no coletor de admissão in�uenciam signi�cativamente o

processo de compressão, enquanto variações no �uxo de g ás modi�cam o est ágio �nal

do processo e mudanças na razão decompressão afetam principalmente o processo de

expansão. Concluiu-se que a monitoração da curva de pressão dentro dos cilindros é

crucial para um diagnóstico e�caz de falhas em motores Diesel.
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O trabalho de (Klinchaeam et al., 2009) utilizou sinais de vibração para detectar

falhas em um motor de ignição por fa�́sca de quatro tempos. Os testes foram conduzidos

sob diferentes cenários: operação normal, separação dos eletrodos da vela, abertura e

fechamento das válvulas de admissão. Durante a operação, eventos como abertura e

fechamento das válvulas, compressão, combustão e exaustão provocaram mudanças

na amplitude das vibrações do motor. Os sinais de vibração foram capturados por um

acelerômetro posicionado na cabeçote do cilindro, e um tacômetro foi utilizado para medir

as rotações do motor. A análise temporal das vibrações, considerando o ângulo da

árvore de manivelas e comparando com sinais de referência de operação sem falhas,

demonstrou a e�c ácia de uma metodologia não intrusiva para o diagnóstico de motores

de médio e grande porte.

O trabalho de (Pestana-Viana et al., 2018) desenvolveu um sistema de manutenção

preditiva baseado no diagnóstico de falhas de motores Diesel, usando a resposta de

vibração da árvore de manivelas e variações nas curvas de pressão nos cilindros.

Simulações baseadas em um modelo termodinâmico de dimensão zero foram realizadas,

abrangendo 701 cenários de falhas divididos em quatro condições operacionais: falha na

razão de compressão, falha na quantidade de combust�́vel injetado nos cilindros, falha

na redução de pressão no coletor de admissão e operação normal. Dois algoritmos de

aprendizado de máquina foram aplicados: Redes Neurais Arti�ciais, atrav és do perceptron

multicamadas, e classi�cadores baseados em Random Forest. O algoritmo Random Fo-

rest alcançou uma precisão de 99,3%. Os resultados indicaram que a relação sinal-ru�́do

deve ser superior a 15 dB para garantir um desempenho adequado dos classi�cadores.

Os autores de (Rubio et al., 2018) desenvolveram um simulador de falhas para

motores Diesel mar�́timos de alta velocidade de quatro tempos, baseado em um modelo

termodinâmico zero-dimensional ajustado e validado com dados experimentais de motores

reais. O simulador foi capaz de reproduzir com con�abilidade v árias falhas termodinâmicas

t�́picas de motores Diesel e o comportamento normal (sem falhas) da máquina. Isso

permitiu testar o equipamento controladamente sem interromper a produção industrial.

O trabalho de (Xi et al., 2018) investigou falhas em um motor Diesel comercial

de quatro cilindros. Para medir o sinal de vibração, quatro acelerômetros piezoelétricos

foram montados em cada cabeçote. Cinco tipos de falhas foram estudados: falha no

pino do pistão; falha no anel do pistão; falha na válvula de admissão; falha na válvula de

exaustão; e falha no eixo de comando de válvulas. A velocidade de rotação do motor
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era de 1500 RPM e cada cenário de falha foi testado dez vezes. Um método baseado

na análise de componentes independentes de Kernel e na transformada de Stockwell

(Stockwell et al., 1996) foi utilizado para �ns de pr é-processamento. Doze caracter�́sticas

extra�́das deste procedimento inicial foram usadas como entrada para uma rede neural

arti�cial que realizou uma classi�ca ção automática de falha. O classi�cador avan çado

obteve uma precisão de 93,33% nos cenários de falha.

Recentemente, avanços signi�cativos foram feitos na detec ção de falhas em

motores Diesel, incluindo parâmetros termodinâmicos (Lamaris and Hountalas, 2010),

análise de óleo (Yan et al., 2005), análise de vibração (Yang et al., 2001), entre outros.

O desenvolvimento de tecnologias de automação e instrumentação também contribuiu

para o desenvolvimento de dispositivos de monitoramento e�cazes, promovendo t écnicas

avançadas de manutenção preditiva. Métodos inteligentes de diagnóstico de falhas têm

sido amplamente adotados para estimar as condições operacionais das máquinas (Li

et al., 2020; Li et al., 2019; Wang et al., 2020).

O texto descreveu pesquisas realizadas para diagnosticar falhas em motores

Diesel mar�́timos e de combustão interna de alta potência. No geral, o estado da arte

nas técnicas preditivas de diagnóstico de severidade de falhas em motores Diesel re�ete

uma abordagem multidisciplinar e integrada, que combina modelos teóricos avançados,

técnicas de sensoriamento e monitoramento em tempo real, e métodos de análise de

dados e aprendizado de máquina. Essa abordagem tem potencial para proporcionar

benef�́cios signi�cativos em termos de redu ção de custos de manutenção, aumento

da disponibilidade operacional e prolongamento da vida útil dos motores. Os próximos

cap�́tulos têm como objetivo apresentar, de maneira teórica e como método de diagnóstico,

as quatro principais técnicas de manutenção preditiva voltadas para o diagnóstico de

motores Diesel.
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2- Desenvolvimento do modelo termodin âmico e din âmico do

motor Diesel

Esta cap�́tulo apresenta as principais caracter�́sticas do modelo de motor Diesel

que foi utilizado para criar o banco de dados nas condições normal e com falhas. Estes

foram posteriormente empregados para treinar os modelos de regressão que foram

desenvolvidos para diagnóstico ao avaliar a falha e sua correspondente severidade. Para

simular o comportamento e operação de um motor Diesel em condições normais e com

falhas, os seguintes modelos foram desenvolvidos:

1. Um modelo termodinâmico zero-dimensional (0-D);

2. Um modelo de massa concentrada para a vibração torcional da árvore de manivelas;

3. Um modelo de simulação de falhas, através da variação dos parâmetros operacio-

nais.

Após o desenvolvimento, os modelos termodinâmico zero-dimensional e de massa

concentrada para a vibração torcional da árvore de manivelas foram validados com base

nos dados e informações do fabricante. A validação desses modelos, aplicados a motores

Diesel de quatro tempos com sistema common-rail1, é crucial para garantir a precisão e

con�abilidade das previs ões e diagnósticos gerados.

Através dessa validação, veri�ca-se a capacidade dos modelos em reproduzir

com precisão o comportamento real dos motores sob diferentes condições de operação,

incluindo cargas variáveis, velocidades de rotação e condições de falha. Isso proporciona

maior con�an ça aos engenheiros nas previsões e diagnósticos, essenciais para decisões

relacionadas �a manutenção e operação e�cientes dos motores Diesel.

A validação do modelo de simulação de falhas em motores Diesel é crucial

para assegurar sua precisão e con�abilidade. No entanto, frequentemente enfrenta-se a

di�culdade de validar esse tipo de modelo devido �a impraticabilidade de submeter motores

Diesel reais a condições controladas de falha em um ambiente de laboratório.

1O sistema common-rail é uma tecnologia avançada de injeção de combust�́vel para motores diesel,
caracterizada pela centralização do combust�́vel em alta pressão em um common-rail ou tubo comum.
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Diferentemente de outros tipos de equipamentos, como componentes eletrônicos

ou máquinas pequenas, a quebra de motores Diesel é um processo complexo e caro,

que pode envolver riscos de segurança e impactos �nanceiros signi�cativos. Portanto,

embora a validação do modelo de simulação de falhas seja desejável, muitas vezes não é

poss�́vel realizá-la devido a essas limitações práticas e de segurança.

Neste cap�́tulo, os modelos termodinâmico zero-dimensional e dinâmico de parâmetros

concentrados são baseados nos estudos do motor Diesel MWM Acteon 6.12 TCE, con-

forme descrito nos trabalhos de (Gutiérrez, 2016). Nesta tese, o objetivo destes modelos,

é desenvolver um gêmeo digital, criando uma base de dados de cenários de falhas,

com a função de treinar os algoritmos de inteligência arti�cial, melhorando o tempo de

diagnóstico das poss�́veis falhas nestes motores.

Um modelo dinâmico torcional do sistema pistão-biela-manivela é crucial devido

�a sua habilidade em simular com precisão as vibrações e os esforços cr�́ticos nessa

parte fundamental do motor. Este modelo foi empregado especi�camente para gerar

vibrações torcionais, as quais são in�uenciadas por diversas condi ções operacionais.

O objetivo principal foi estudar e compreender o comportamento dinâmico do conjunto

pistão-biela-manivela sob diferentes cargas e regimes de operação do motor.

Essas vibrações desempenham um papel essencial na análise de desempenho,

na detecção de potenciais falhas e na otimização do funcionamento do motor Diesel.

Assim, contribui-se signi�cativamente para o desenvolvimento de estrat égias avançadas

de manutenção preditiva e para a extensão da vida útil do equipamento. O estudo

foi realizado em um motor Diesel de quatro tempos equipado com sistema de injeção

common-rail, conforme detalhado nas especi�ca ções apresentadas na Tabela 2 em

(Gutiérrez, 2016).

Foi adotado no presente trabalho um motor Diesel de quatro tempos e sistema

common-rail por várias razões. Primeiramente, os motores de quatro tempos são co-

nhecidos por sua e�ci ência e durabilidade, o que os torna ideais para uma variedade de

aplicações industriais e comerciais. Além disso, esses motores são capazes de fornecer

uma potência consistente e uma operação suave.

O sistema common-rail, por sua vez, oferece uma injeção de combust�́vel mais

precisa e controlada, resultando em uma combustão mais e�ciente e uma melhor econo-

mia de combust�́vel. Isso também ajuda a reduzir as emissões de poluentes, atendendo

aos padrões ambientais mais rigorosos. Além disso, o sistema common-rail permite uma
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maior �exibilidade no controle da inje ção de combust�́vel, o que é essencial para otimizar

o desempenho do motor em diferentes condições de operação.

Em resumo, a escolha de um motor Diesel a quatro tempos e com sistema

common-rail oferece uma combinação de e�ci ência, durabilidade, desempenho e controle

que atende �as necessidades de muitas aplicações industriais e comerciais modernas

(Hountalas and Kouremenos, 1999).

2.1- Especi�caç ões Técnicas do Motor Diesel

O motor escolhido como estudo de caso é o motor Diesel de quatro tempo MWM

Acteon 6.12 TCE (Gutiérrez, 2016). A Figura 1 mostra o motor do estudo desta tese, com

as especi�caç ões técnicas exibidas na Tabela 2.

Figura 1 – Motor Diesel MWM Acteon 6.12 TCE.
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Tabela 2 – Especi�caç ões técnicas do motor Diesel MWM Acteon 6.12 TCE.

Cilindros 6 em linha
Diâmetro do cilindro 105 mm
Curso do pistão 137 mm
Comprimento da biela 207 mm
Razão de compressão 16,8:1
Ângulo de fechamento da válvula de admissão 203o

Ângulo de abertura da válvula de exaustão 507o

Torque e potência máximos 900 N.m/191 kW
Rotação (no torque máximo) 1600 RPM
Pressão da linha 350 a 1400 bar
Temperatura da água de resfriamento 80 a 100oC

2.2- Modelo termodin âmico

O modelo desenvolvido baseia-se em um modelo termodinâmico zero dimensional

(0-D), com hipóteses simpli�cadoras, conforme (Heywood, 1988; Guti érrez, 2016). Foram

produzidos per�s de press ão dentro de cilindros, cuja a análise é crucial para o diagnóstico

e�caz de motores a diesel. Esses per�s fornecem informa ções detalhadas sobre o

desempenho do motor durante o ciclo de combustão, permitindo a detecção precoce

de falhas, a avaliação da e�ci ência do processo de combustão e a previsão de falhas

iminentes.

Além disso, os per�s de press ão são essenciais para validar modelos de simulação

e garantir a correspondência entre os resultados teóricos e as condições reais de operação

do motor. Em suma, a análise dos per�s de press ão é uma ferramenta fundamental para

manter o desempenho, e�ci ência e con�abilidade dos motores a diesel.

O modelo 0-D em análise de motores Diesel é uma representação simpli�cada

do comportamento termodinâmico do motor. Ele é assim chamado porque não leva em

conta as variações de temperatura, pressão e outras propriedades dentro do motor ao

longo do espaço tridimensional do cilindro. Em vez disso, ele considera o motor como um

único ponto, onde as propriedades médias dos gases dentro do cilindro são calculadas

em função do tempo.

As Equações (1) e (2) resumem o comportamento termodinâmico do motor Diesel.

No entanto, vale ressaltar que, dependendo da aplicação, o desempenho do motor

depende de vários parâmetros operacionais para caracterizar a potência e o torque. Mais
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detalhes do modelo 0-D apresentado podem ser encontrados em (Gutiérrez et al., 2018).

A mistura de gases no cilindro passa por vários processos, como admissão,

compressão, combustão, expansão e exaustão. Como o foco de interesse é apenas no

desempenho, a pressão nos processos de admissão e exaustão foi considerada constante,

conforme o ciclo padrão diesel para ar (Gutiérrez, 2016). Enquanto isso, os processos de

compressão, combustão e expansão foram representados pela equação universal para

gases ideais (Merker et al., 2011):

dP
d�

=
�

mRd	
d�

�
PdV
d�

�
1
V

; (1)

onde dP
d� é a taxa de variação de pressão P (Pa) dentro do cilindro em função do ângulo

de rotação da manivela � (graus); m é a massa da mistura de gás dentro do cilindro

(kg); R é a constante da mistura de gás dentro do cilindro (J/kg-K); 	 é a temperatura

instantânea dos gases dentro do cilindro (K) e V é o volume instantâneo dentro do cilindro

(m3).

O ciclo termodinâmico do motor Diesel real leva em conta a vazão de massa

através das válvulas durante os processos de admissão e escapamento. No entanto, em

relação ao desempenho, tal vazão pode ser desconsiderada, uma vez que a massa do

volume de controle é considerada constante, como em (Merker et al., 2011).

O modelo zero-dimensional (0-D), baseado nos dados de projeto, é adequado

para descrever o funcionamento do motor Diesel (Heywood, 1988). Este modelo é

obtido aplicando a primeira lei da termodinâmica em um volume de controle com massa

constante, conforme mostrado na Figura 2.

Este comportamento leva �a expressão para calcular a temperatura dos gases

dentro do cilindro (Heywood, 1988; Gutiérrez et al., 2018), mostrada na Equação (2). A

equação resultante para a taxa de variação da temperatura 	 (K) dentro do cilindro é:

d	
d�

=
�

Qtot
dx
d�

�
�Q w

d�
� P

dV
d�

�
1

mcv
; (2)

onde Qtot é a variação total de calor fornecida ao sistema, x(� ) representa a fração de

massa queimada modelada pela função de Wiebe dupla (Heywood, 1988), �Q w (� )
d� é a

taxa de transferência de calor através das paredes do cilindro, e mcv é o calor espec�́�co

a volume constante da mistura (J/kg-K).
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Figura 2 – Volume de controle da análise termodinâmica.

2.2.1 Validaç ão do modelo

Para validar o modelo zero-dimensional de um motor Diesel, é necessário con-

duzir uma análise abrangente. Primeiramente, foram coletados os dados de pressão

experimentais fornecidos pelo fabricante do motor ou obtidos através de instrumentação

durante o funcionamento real do motor.

Em seguida, o modelo zero-dimensional foi utilizado para simular o comporta-

mento do motor Diesel sob condições operacionais semelhantes �as do experimento real,

considerando parâmetros como carga do motor, velocidade de rotação e temperatura

ambiente.

Após a simulação, foi realizada uma comparação entre os per�s das curvas de

pressão geradas pelo modelo e os dados experimentais. Esta comparação não se limitou

apenas �a análise visual, mas também incluiu uma análise quantitativa das curvas de

pressão, que abrangeu métricas espec�́�cas como os erros entre os picos e os valores

m�́nimos de pressão simulados e do fabricante.

Além disso, foi determinado a rotação que melhor se ajustou aos dados do

fabricante e com menor erro global, somando-se os erros de validação das pressões

médias indicadas PPMI e máximas Pmax.
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Em vista disto, vários per�s de curva foram utilizados para validar o modelo

termodinâmico e emular diferentes pressões no cilindro. Esses per�s de press ão foram

obtidos através de experimentos com o motor adotado. A Tabela 3 apresenta pressões

experimentais e simuladas para veri�car as diferenças entre elas.

Tabela 3 – Pressões experimentais e simuladas.

Rotação PPMI (bar) Pmax (bar)
(RPM) Exper. Simul. Erro (%) Exper. Simul. Erro (%)
1000 11,92 13,13 10 139,4 141,9 2
1200 13,84 14,79 7 136,7 144,5 6
1300 13,98 14,89 7 131,4 143,6 9
1600 14,44 15,34 6 141,1 153,3 9
1900 16,01 15,64 2 149,1 163,7 10
2100 15,96 14,90 7 156,6 152,1 3
2300 15,04 13,97 7 154,0 147,3 4
2500 12,78 13,46 5 145,7 145,0 0

A Figura 3 apresenta alguns dos per�s de press ão simulados e experimentais. De

acordo com os resultados (Tabela 3), o modelo termodinâmico desenvolvido representa

satisfatoriamente o desempenho do motor Diesel, indicando erros inferiores a 10% para

ambas as pressões (ou seja, PPMI e Pmax).

Apesar do modelo obtido se referir a um único cilindro, de acordo com (Mendes

et al., 2008), é poss�́vel obter o per�l de press ão para os seis cilindros se forem respeitados

o intervalo e a ordem de ignição. O per�l de press ão para 2500 RPM pode ser visto na

Figura 4.

2.3- Modelo din âmico torcional da árvore de manivelas

Para esta pesquisa, um sistema de árvore de manivelas, mostrado na Figura 5,

com 11 graus de liberdade foi considerado para compor o modelo de torção, conforme

exibido na Figura 6. O modelo de parâmetros concentrados foi desenvolvido por (Mendes

et al., 2008). A Equação (3) provê a equação diferencial do movimento relacionado aos

parâmetros torcionais da máquina, com o torque externo desenvolvido na árvore de

manivelas,
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(a) (b)

(c) (d)

Figura 3 – Validação do modelo termodinâmico desenvolvido para diferentes rotações:
(a) 1000, (b) 1200, (c) 2100 e (d) 2500 RPM. Nos grá�cos P1(� )exp e P1(� )sim referem-se
aos dados experimentais e simulados, respectivamente.

[J]
n

•� (t)
o

+ [ C]
n

_� (t)
o

+ [ K ] f � (t)g = f M (t)g ; (3)

onde [J], [C] e [K] são a matriz de inércia, a matriz de amortecimento e a matriz de

rigidez torcional, respectivamente. O vetor f � (t)g é a posição angular,
n

_� (t)
o

é a veloci-

dade angular e
n

•� (t)
o

é a aceleração angular, e f M (t)g é o vetor de torques externos

relacionados a cargas dinâmicas originadas pelas cargas de combustão e inércia.

Os valores de amortecimento absoluto foram obtidos a partir de experimentos e

os amortecimentos relativos foram calculados através da Equação (4):

cri =
kti

N
d; (4)

onde d representa um fator de perda que depende do material e do processo de fabricação.

Para os amortecedores torcionais, adotou-se 0,25, enquanto para os outros componentes

da árvore de manivelas, este fator foi de�nido como 0,035 (Mendes et al., 2008).

As cargas de inércia são devidas ao movimento dos componentes e são subdividi-
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